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Vázlat

� Bevezetés
� Módszerek
� Alkalmazási lehetőségek



ECMWF tréning 2022.05.03-06, Reading:
Machine learning for weather prediction

4 nap
~30 fő



https://events.ecmwf.int/event/278/timetable/

Tuesday, 3 May Wednesday, 4 May Thursday, 5 May Friday, 6 May

9:10 - 10:15

Welcome and course overview

Andy Brown (ECMWF) , Sarah Keeley 

(ECMWF)

Introductions

Opportunities, Challenges and 

Applications in Machine Learning and 

routes to operational use

Peter Dueben (ECMWF)

Hyper-parameter search and loss 

functions

Jesper Dramsch (ECMWF)

Machine learning and Data Assimilation

Alan Geer (ECMWF)

10:15 - 10:40 Break Break Break Break

10:40 - 11:45

Overview of machine learning for 

weather and climate predictions

Peter Dueben (ECMWF)

Regression techniques and decision trees

Mihai Alexe (ECMWF)

Uncertainty quantification

Siham El Garroussi (Forecast Department)

Machine learning and model error

Massimo Bonavita (ECMWF) 

11:55 - 13:00

JupyterLab and European Weather Cloud 

(EWC)

Florian Pinault (ECMWF)

Neural networks and deep learning

Jesper Dramsch (ECMWF)

Deep generative models

Mihai Alexe (ECMWF)
Hands-on: Exercises on WeatherBench 

13:00 - 14:00 Lunch Break Lunch Break Lunch Break Lunch Break

14:00 - 15:05
Hands-on: Data handling with CliMetLab

Florian Pinault (ECMWF)

Machine learning validation and data 

leakage

Jesper Dramsch (ECMWF)

Machine learning and parametrization 

emulation

Matthew Chantry (ECMWF)

Machine learning and tropical cyclone 

detections

Antonino Bonanni (ECMWF)

15:05 - 15:20 Break Break Break Break

15:20 - 16:50

Hands-on: Sharing datasets and code via 

CliMetLab

Florian Pinault (ECMWF)

Hands-on: Machine learning playground 

with iFAB data
Hands-on: Exercises on down scaling

Course wrap-up, Final discussion and Q&A 

session with all lecturers



Mi a gépi tanulás?

Mesterséges intelligencia (MI vagy AI) egy gép, 
program vagy mesterségesen létrehozott tudat által 
megnyilvánuló intelligenciát nevezzük. (Wikipédia)
Pl.: Önvezető autó megáll ahogy észlel egy átkelő biciklist

Gépi tanulás (ML) olyan rendszerekkel foglalkoznak, 
melyek tanulni képesek, azaz tapasztalatokból tudást 
generálnak. (Wikipédia)
Pl.: Megtanulni megkülönböztetni egy biciklist a többi 
adattól

Mély tanulás a gépi tanulás része, amely mesterséges 
neuron hálón alapszik. (Wikipédia)
Pl.: Az a technika amit egy biciklis detektálására 
használunk egy képen.



Hogyan segíthet a gépi tanulás az időjárás és klíma 
előrejelzésben? 

Előrejelzések készítése összetett és nehéz:
• A Föld nagy, a felbontásunk korlátozott és nem tudunk minden fontos folyamatot 

modell szimulációkban megjelentetni.

• A Föld rendszer „kaotikus”dinamikáját nehéz egyenletek alapján előre jelezni.

• A Földi rendszer elemei (atmoszféra, óceán, föld felszín, felhő fizika, …) nem triviális 
módon kapcsolódnak egymáshoz.

• Nem minden folyamat tudunk jól leírni.

DE hatalmas mennyiségű megfigyelési adatunk van, amik használatával a gépi 
tanulási módszereket alkalmazhatunk az előrejelzésekhez.



Miért most?

Egyre több elérhető adat

Új hardverek, cél 
hardverek

Új gépi tanulás 
szoftverek, csomagok



A high-performance computing kihívásai

A processzorok, magok nem lesznek gyorsabbak
Párhuzamosítás/fogyasztás/hardver hibák

A hardver rendszerek összetettebbé válnak
CPUk/GPUk/FPGAk/ASICk

A gépi tanulás terjedése hatással van a hardver 
fejlesztésre
Nagy számítás teljesítmény (floprate) kis pontosság

I/O egyre nagyobb hátráltató tényező, az adat
Mozgás optimalizálása kulcs fontosságú



A gépi tanulás két csoportja

Forrás: https://medium.com/@recrosoft.io/supervised-vs-unsupervised-learning-key-differences-cdd46206cdcb



Gépi tanulás: mély tanulás, neuron hálók

Koncepció:
Egy nagy adathalmazból vegyünk bemeneti és kimeneti 
adatokat
Megtanuljuk megjósolni a bemenő adatból a kimenetet
Megjósoljuk a kimenetet a bemenő adatból

Megoldás:
A neuron hálok képesek összetett feladatokat megtanulni, 
egyfajta „fekete dobozként” működve
Előzetes tudás a rendszerről nem szükséges
Több adat jobb hálót tesz lehetővé



Gépi tanulás: mély tanulás, neuron hálók

Alkalmazási területek:
Kép felismerés
Beszéd felismerés
Egészségügy
Játék
Gazdaságtan
Zene szerzés, művészet
…

Időjárás, klíma



Neuron hálók: előnyök, hátrányok
Előnyök: A neuron hálók univerzálisak. Mindegy milyen algoritmust, függvényt akarunk 
megtanulni, tudunk hozzá neuron hálót építeni, ha van elég adat és megfelelően 
összetett a háló. 

Hátrány: A neuron háló nem mindig a legjobb megoldás egy feladatra. (Például egy 
egyenlet megtanulása). Sokszor nehezen interpretálhatók.

A neuron hálók borzalmasan teljesítenek ha extrapolálniuk kell.



Egy neuron



Egyszerű neuron háló



Deep neuron háló



Különböző kombinációk a neuron hálóban



Különböző neuron hálók
A neuron hálók több csoportba sorolhatók:
- Konvolúciós neuron hálók

Térben összekötött adatokra, pl.: képek, műhold adatok, időjárási mezők

- Visszatérő (recurrent) hálók
Szekvenciális adatokra, pl.: szöveg, idősorok
Tartalmaz egy visszacsatolást

- Transzformátorok

Egy összetett neuron háló ezek
kombinációja is lehet.



Fa alapú algoritmusok

A neuron hálók mellett más gépi tanulási módszerek is léteznek. Ezek egyik csoportja a 
fa alapú algoritmusok.

Különbüző fa algoritmusok:

• Eldöntési fák
• Random forests
• Gradient boosted trees



Döntési fák
Egyszerű, ám jól használható és népszerű algoritmus.

Jól interpretálható.
Jól használható táblázatos adatokra.
Képes regresszióra és osztályozásra.
Az adat maximum kis előkészítést igényel.
Nem szükséges skálázás stb.

Gyors lefutású O(log m), m = nodeok száma
Jó szoftver támogatás.

Hátrány lehet, hogy könnyű túlilleszteni
az adatot.
Nem igazán tud a tréning adatokon túlra
extrapolálni.



Random forests
A döntési fák érzékenyek a tréning adatban esetleg előforduló változásokra, kiugró 
értékekre.
Több fa átlagolásával ez kiküszöbölhető -> random forest



Zivatarok, villámlások észlelése radar és műhold képeken

Adatbázis: Storm Event ImageRy dataset (SEVIR; Veillette et al. 2020)

- ~10000 vihar esemény, 2017-2019
- Minden vihar 4 órán át tart, 5 perces felbontás, és 5 radar/szatelit változó írja le 

(GOES-16 és NEXRAD).

ML feladat:
1. Van-e zivatar (I/N)
2. Hány villámlás van



Mire figyeljünk az adatoknál?
Kerüljük el a túlillesztést!
Ha a gépi tanulási modell pontosan a tréning adatra illeszkedik, túlillesztés jön létre. Ez 
csökkenti a modell teljesítmény amikor új adatokra alkalmazzuk.

Hogyan kerüljük el a túlillesztést?
- Osszuk az adatokat tréning (~80%) és teszt (~20%) halmazokra.
- Csökkentsük a gépi tanulás komlexitását.

Figyeljünk!
Fontos hogy a tréning és teszt adathalmazok
ne korreláljanak egymással.



Gépi tanulás az ECMWF-ben



Inferno könyvtár – alacsony szintű API



Gépi tanulás az ECMWF-ben

Parametrizáció
1. Létező fizikai séma megtanulása

- Meglévő szimuláció költségének csökkentése
- Felső korlát a meglévő költség

2. Egy összetettebb séma megtanulása
- Egy most még túl költséges számítás kiváltása

3. Nagyobb felbontású szimuláció megtanulása
- Egy most még túl költséges felbontás elérése
- Nem garantált a stabilitás

4. Megfigyelésekből való tanulás
- Egy teljesen új parametrizációs séma megtanulása
- Kérdés, hogy van-e elég adat megtanulni a teljes reprezentációját?



Fizika és a gépi tanulás

A már meglévő fizikai ismeretünket jó lenne valahogy beépíteni a gépi tanulásos 
modelljeinkbe

Amikor tudjuk hogy egy mennyiséget a modellünknek meg kell őrizni, pl. energia
1. A feltételt a veszteség függvénybe feltüntetjük
2. Hozzá adunk még egy réteget a modell végéhez

Nem mindig megoldható!



Fizika és a gépi tanulás

A háló felépítésének tervezése is történhet a fizikához kapcsolódóan

Ukkonen (2022) a sugárzás transzfert (azon belül is a rövid, napsugárzást) vizsgálta.
Itt van egy behatárolható forrás, a Nap, és szükséges minden szinten a fluxus ismerete a 
felhőkkel és talajjal való interakció után.
Ez a kódban le+fel+le irányú összegzésben jelenik meg.
A tervezett architektúra ezt szimulálja vertikális irányban recurrent neuron hálóval.



Teljesen kiválthatóak-e hagyományos modellek gépi 
tanulással?

Használjuk az elérhető több petabyte időjárási és klíma adatot!

Egy egyszerű teszt konfiguráció:
- ERA5  adatokból 500hPa geopotenciál mező, durva felbontáson az elmúlt évtizedekre
- Használjunk gépi tanulást a mező és a rá egy órára következő mező megváltozásának 

megtanulásához
- Készítsünk előrejelzést

Fizikai összefüggések nincsenek benne!



Teljesen kiválthatóak-e hagyományos modellek gépi 
tanulással?

Z500 hagyományos és neuron hálóval készült előrejelzés.
Melyik lehet a neuron hálós előrejelzés?

� A neuron háló látszólag jól vissza adja a dinamikát.
� Előrejelzési hibák összevethetőek

DE
� A szimulációk dinamikája változik hosszé léptékeken
� Csak olyan ~40 év adata elérhető.



NVIDIA Earth-2 FourCastNet



Köszönöm a figyelmet!


